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X est un modèle graphique gaussien par rapport à g si pour tout sommet aXa indépendant de {Xb : b ≁ a} 
onditionellement à {Xb : b ∼ a}Uni
ité du graphe minimal qui représente les dépendan
es 
onditionnelles.GGM : modèle graphique gaussien.Pas de notion d'orientation ou de 
ausalité (problème di�
ile)3/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionEstimation de grapheModélisation : Les niveaux d'expression sontmodèlisés à l'aide d'un GGM de graphe gin
onnu. (le réseau de gène)Obje
tif : estimer à partir des données tran-s
riptomiques le graphe g du GGM.Di�
ulté prin
ipale : n ≪ pp ≈ 100 à plusieurs 1000 gènes.n ≈ quelques 10.Formulation statistique :n observations de X de loi Np(0,Ω−1) (Ω in
onnu).Estimation de g .4/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionPropriété de la pré
ision
Ωa,b = 0 ⇐⇒ (Xa ⊥⊥ Xb)|X−{a,b}.
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0Estimation du graphe ⇐⇒ Séle
tion des 0 de la pré
ision.
⇒ Estimation de la pré
ision par maximum de vraisemblan
e pénalisé :Ex1 : Pénalisation par 
omplexité.

Ω̂ = argmin
Ω′

−Ln(Ω′) + pen[‖Ω′‖0] .Ex2 : Pénalisation l1 (Glasso)
Ω̂ = arg min

Ω′

−Ln(Ω′) + λ‖Ω′‖1 .5/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionRégression 
onditionelleXa =
∑b 6=a θa,bXb + ǫa ,ave
 ǫa ⊥⊥ (Xb)b 6=a et matri
e θ dé�nie par

θa,b = −Ωa,b/Ωa,a .Estimation du graphe ⇐⇒ Séle
tion des 0 de θ.
⇒ Estimation dans modèle de régression linéaire à design gaussien :Ex1 : Pénalisation par 
omplexité.

θ̂a,. = argmin
θ′a,. ‖Xa −∑b 6=a θ′a,bXb‖2(1+ pen[‖θ′a,.‖0]) .Ex2 : Pénalisation l1 (Lasso)

θ̂a,. = arg min
θ′a,. ‖Xa −∑b 6=a θ′a,bXb‖2 + λ‖θ′a,.‖1 .6/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionSujet de re
her
he a
tifNouveaux algorithmes : par seuillage ou par régularisationtests multiples Pseudo-vraisemblan
e Vraisemblan
e- S
häfer/Strimmer (04) - Meinshausen/Bühlmann (06) - Yuan/Lin (06)- Wille/Bühlmann (06) - Giraud/Huet/V. (09) - Banerjee et al. (07)- Bühlmann/Kalis
h (08) - Ambroise et al.(09)... ... ...
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lusionSujet de re
her
he a
tifNouveaux algorithmes : par seuillage ou par régularisationtests multiples Pseudo-vraisemblan
e Vraisemblan
e- S
häfer/Strimmer (04) - Meinshausen/Bühlmann (06) - Yuan/Lin (06)- Wille/Bühlmann (06) - Giraud/Huet/V. (09) - Banerjee et al. (07)- Bühlmann/Kalis
h (08) - Ambroise et al.(09)... ... ...Cara
téristiques :appro
hes �souvent� algorithmiques.quelques résultats théoriques lorsque 1 ≪ n ≪ p+ hypothèses sur la matri
e de 
ovarian
e Ω−1.Performan
es pratiques parfois dé
evantes (ex : vraisemblan
e) et résultats non
on
ordants.  [Villers et al. (08)℄7/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionLimites de l'estimation de réseau par GGM
1 Biais de l'expérimentateur et normalisation des données.2 Expérien
es pas toujours indépendantes (ex : séries temporelles)3 Expérien
es di�érentes (ex : situations de stress, témoins)Les réseaux sont ils-di�érents ? ∼ étude de lois de mélange de GGM.4 Limites stru
turelles liées à la grande dimension ? (p ≫ n)
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionLimites de l'estimation de réseau par GGM
4 Limites stru
turelles liées à la grande dimension ? (p ≫ n)Quelles performan
es peut-on espérer ?p donné, quel n minimal pour estimer le graphe ?
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionModèle de régression linéaireY = Xθ + ǫ ,ave

θ ∈ Rp est in
onnu.
ǫ ∼ N (0, σ2) et σ2 in
onnuX ∼ N (0p ,Σ) et Σ in
onnu.Données : n observations indépendantes.Y = Xθ + ǫ ,ave
 Y réponse de taille n.Design X de taille n × p.Liens ave
 les GGMs : le support de θ 
orrespond aux voisins dans un modèlegraphique gaussien.9/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionProblèmes statistiques 
lassiques� liens ave
 les GGMsY = Xθ + ǫ

(P1) : Prédi
tion. Estimer un signal Xθ = E[Y|X].
(P′1) : Prédi
tion à design aléatoire. Estimation de E[Ynew |Xnew ].
 but : 
omprendre la loi d'expression d'un gène 
onditionnellement aux autres.
(P2) : Test d'hypothèse linéaire. Tester l'hypothèse nulle. H0 : "θ = 0".
 : but : tester une hypothèse sur le voisinage
(P3) : Problème inverse. Estimer θ.
 : but : Estimer la 
ontribution de 
ha
un des gènes à l'expression d'un gène A
(P4) : Estimation du support. Retrouver le support de θ. {i , θi 6= 0}.
 But : Estimer le voisinage d'un gène A dans le graphe.
(P′4) : rédu
tion de dimension . Estimer un ensemble de 
ovariables M̂ ⊂ {1, . . . p}de taille raisonnables qui 
ontienne le support de θ ave
 grande probabilité .
 But : séle
tionner un sous-ensemble de gènes potentiellement voisins de A.10/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionPar
imonie et grande dimensionDans beau
oup d'appli
ations (e.g., postgénomiques, fMRI), le nombre p de
ovariables est beau
oup plus grand que n.Sparsité (par
imonie) : la plupart des 
omposantes de θ sont nulles.Notation : Θ[k, p] ensemble des ve
teurs k-sparse.Statistique en grande dimension : k ≤ n ≤ p.Di�
ultés Théoriques (analyse non-asymptotique).Di�
ultés Computationels : e.g. Lasso, Dantzig sele
tor, . . .
θ̂ := arg inf

θ′
‖Y − Xθ′‖2n + λ‖θ′‖1
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionPropriétés minimax et adaptationsComprendre les limitations stru
turelles de 
es problèmes :1 Pour un problème donné, quel est le plus petit risque possible ?2 Est-il possible d'obtenir un risque faible pour p arbitrairement grand ?
 Que peut-on faire ave
 p = 5000 genes et n = 40 expérien
es mi
roarray ?
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 Que peut-on faire ave
 p = 5000 genes et n = 40 expérien
es mi
roarray ?Étant donnés une fon
tion de perte l(., .) et un estimateur θ̂, le risque maximal de θ̂sur Θ[k, p] est dé�ni par sup

θ∈Θ[k,p]Eθ,σ [l(θ̂, θ)] .Le risque minimax sur Θ[k, p] vautinf̂
θ

sup
θ∈Θ[k,p]Eθ,σ [l(θ̂, θ)] .Obje
tif prin
ipal : Cal
uler le risque minimax sur Θ[k, p] for di�érentes fon
tions depertes asso
iées aux problèmes (P1 − P4).12/27
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es problèmes :1 Pour un problème donné, quel est le plus petit risque possible ?2 Est-il possible d'obtenir un risque faible pour p arbitrairement grand ?
 Que peut-on faire ave
 p = 5000 genes et n = 40 expérien
es mi
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tion de perte l(., .) et un estimateur θ̂, le risque maximal de θ̂sur Θ[k, p] est dé�ni par sup

θ∈Θ[k,p]Eθ,σ [l(θ̂, θ)] .Le risque minimax sur Θ[k, p] vautinf̂
θ

sup
θ∈Θ[k,p]Eθ,σ [l(θ̂, θ)] .Obje
tif prin
ipal : Cal
uler le risque minimax sur Θ[k, p] for di�érentes fon
tions depertes asso
iées aux problèmes (P1 − P4).En pratique, le sparsité k est in
onnue et la varian
e σ2 est souvent in
onnue.Peut-on s'adapter à k ? Peut-on s'adapter à σ2 ?12/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionRisque minimax pour le pire des designsObje
tif : Estimer E(Y) = Xθ. Obje
tif : Estimer E(Y) = Xθ.Fon
tion de perte : ‖X(θ̂ − θ)‖2n/(nσ2)
(P′1)  EXnew [(Xnew (θ̂ − θ)

)2]
/σ2 = ‖

√
Σ(θ̂ − θ)‖2p/σ2
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lusionRisque minimax pour le pire des designsObje
tif : Estimer E(Y) = Xθ. Obje
tif : Estimer E(Y) = Xθ.Fon
tion de perte : ‖X(θ̂ − θ)‖2n/(nσ2)
(P′1)  EXnew [(Xnew (θ̂ − θ)

)2]
/σ2 = ‖

√
Σ(θ̂ − θ)‖2p/σ2Si le support de θ est 
onnu  Paramétrique risque k/n.Dépendan
e 
omplexe du risque minimax inf
θ̂
supθ∈Θ[k,p] Eθ,σ [‖X(θ̂ − θ)‖2n/(nσ2)] enle design X.Obje
tif : mettre en lumière le role (k, n, p).

 Risques Minimax uniformément sur tous les designs X de taille n × p.
R[k] := supX inf̂

θ
sup

θ∈Θ[k,p]Eθ,σ [‖X(θ̂ − θ)‖2n/(nσ2)]
RR [k] := sup

Σ
inf̂
θ

sup
θ∈Θ[k,p]Eθ,σ [‖√Σ(θ̂ − θ)‖2p/σ2]13/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionPropositionPour tout k ≤ n ∧ p, on a
�
kn log(ep/k) ∧ 1 ≤ R[k] ≤ �′ kn log(ep/k) ∧ 1

R[k] ≃ � kn log(ep/k) ∧ 1. 0 10

0
10

k or log(p)

M
in

im
ax

 r
is

k

Commentaires :En dimension raisonnable, "prix logarithmique" pour la non-
onnaissan
e dusupport.
 analogue au modèle de séquen
e Gaussienne (Johnstone (94)).En très grande dimension, le problème est aussi 
omplexe qu'estimer un ve
teurdans Rn.

θ̂k := arg inf
θ∈Θ[k,p] ‖Y − Xθ‖2n si k ≤ k∗

θ̂n := arg inf
θ

‖Y − Xθ‖2n si k ≤ k∗Critères 
onvexes (LASSO, Dantzig Sele
tor) n'atteignent 
es bornes que sousdes hypothèses restri
tives sur X.14/27
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lusionAdaptation à la varian
e et à la sparsité.
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Adaptation à la varian
e est possible (estimateur des moindre-
arrés).Adaptation à la sparsité est possible (estimateurs des moindre-
arrés pénalisés.
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Adaptation à la varian
e est possible (estimateur des moindre-
arrés).Adaptation à la sparsité est possible (estimateurs des moindre-
arrés pénalisés.Est-it possible d'être simultanémnent adaptatif à la sparsité and à la varian
e ?Baraud/Giraud/Huet (09)
θ̂k := arg inf

θ∈Θ[k,p] ‖Y − Xθ‖2n si k ≤ k∗k̃BGH := arg infk≤n/2 ‖Y − Xθ̂k‖2n [1+ ψ(k)] ,
ψ joue le role d'une pénalité.15/27
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e ?Baraud/Giraud/Huet (09)
θ̂k := arg inf

θ∈Θ[k,p] ‖Y − Xθ‖2n si k ≤ k∗k̃BGH := arg infk≤n/2 ‖Y − Xθ̂k‖2n [1+ ψ(k)] ,
ψ joue le role d'une pénalité.Non, 
'est impossible, BGH est optimal.15/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionPrédi
tion à design aléatoire.
PropositionPour tout k ≤ n ∧ p1/3, on a
RR [k] ≃ � kn log(ep/k) exp [� kn log(ep/k)] .
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kCommentaires :En dimension raisonnable, "prix logarithmique" pour la non-
onnaissan
e dusupport.En très grande dimension, explosion, estimer √Σθ devient presque impossible.
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionDistan
e de séparation MinimaxH0 : θ = 0 
ontre H1 : θ ∈ Θ[k, p] \ {0}.Test de l'hypothese : "le gène A n'a pas de voisins" 
ontre "le géne A a au plus kvoisins".Fix δ > 0. ψα test de Level α.Distan
e de Séparation distan
e de ψα :
ρ[ψα, k,Σ] := inf{ρ > 0, inf

θ∈Θ[k,p], ‖
√
Σθ‖p≥ρσ Pθ,σ[ψα = 1] ≥ 1− δ

}

.

H0

Pθ(ψα > 0) ≤ 1 − δ

Pθ(ψα > 0) ≥ 1 − δ
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Σθ‖p≥ρσ Pθ,σ[ψα = 1] ≥ 1− δ

}

.

H0

Pθ(ψα > 0) ≤ 1 − δ

Pθ(ψα > 0) ≥ 1 − δ Distan
e Minimax de séparation
ρ∗[k,Σ] := inf

ψα

ρ[ψα, k,Σ] .

ρ∗[k] := sup
Σ
ρ∗[k,Σ]17/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionVarian
e 
onnue σ2Si le support de θ est 
onnu  
arré de la distan
e de séparation paramétrique √k/n.
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionVarian
e 
onnue σ2Si le support de θ est 
onnu  
arré de la distan
e de séparation paramétrique √k/n.ThéorèmePour p ≥ n ≥ �(α, δ) and k ≤ p1/3, nousavons
(ρ∗[k])2 ≃ �[α, δ]

[kn log ( epk ) ∧ 1√n] .
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Comments :Si k log(ep/k) est petit par rapport à √n, analogue au risque minimax enprédi
tion minimax predi
tion risk.analogue au modèle de séquen
e gaussienne (Baraud (02), Donoho/Jin (04)).Des grands (k, p) ⇒ distan
e séparation paramétrique dans Rn.Adaptation à la sparsité est possible. (pro
édure de test multiple de Bonferroni).18/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionVarian
e in
onnue σ2
ψα : supσ>0 P0,σ[ψα = 1] ≤ α. Distan
e de séparation lorsque la varian
e in
onnue.
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lusionVarian
e in
onnue σ2
ψα : supσ>0 P0,σ[ψα = 1] ≤ α. Distan
e de séparation lorsque la varian
e in
onnue.

ρU [ψα, k,Σ] := inf{ρ > 0, inf
σ>0, θ∈Θ[k,p],
‖
√

Σθ‖p≥ρσ Pθ,σ[ψα = 1] ≥ 1− δ

}

.

H0

Pθ(ψα > 0) ≤ 1 − δ

Pθ(ψα > 0) ≥ 1 − δ

ρ∗U [k,Σ] := inf
ψα

ρU [ψα, k,Σ] .

ρ∗U [k] := supX ρ∗U [k,Σ]
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ρU [ψα, k,Σ] .

ρ∗U [k] := supX ρ∗U [k,Σ]ThéorèmePour p ≥ n ≥ �(α, δ) and k ≤ p1/3, nous avons
(ρ∗U [k])2 ≃ �[α, δ] kn log ( epk ) exp [�[α, δ] k log(ep/k)n ]
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CommentaireSi k log(ep/k) petit en 
omparaison de √n, même distan
e de séparation quepour la varian
e 
onnue.Explosion en très grande dimension. Majoration  (Baraud/Huet/Laurent (03)).19/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionProblème inverseFon
tion de perte : ‖θ − θ̂‖2p/σ2. (estimation de l'in�uen
es des autres gènes surl'expression du gène A)
RI[k,Σ] := inf̂

θ
sup

θ∈Θ[k,p]Eθ,σ [‖θ − θ̂‖2p/σ2] .
RI[k,Σ] est inversement proportionnel à Σ.
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionProblème inverseFon
tion de perte : ‖θ − θ̂‖2p/σ2. (estimation de l'in�uen
es des autres gènes surl'expression du gène A)
RI[k,Σ] := inf̂

θ
sup

θ∈Θ[k,p]Eθ,σ [‖θ − θ̂‖2p/σ2] .
RI[k,Σ] est inversement proportionnel à Σ.
 Colle
tion Dn,p de lois Σ tel que la disagonale vaut 1..

RI[k] := inf
Σ∈Dn,p RI[k,Σ] .

 Pour le "meilleur design possible", quel est le risque minimax?
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionThéorèmeSupposons que k log(ep/k) ≤ �n. Alors,
RI[k] ≃ �k log ( epk ) .Supposons que k log(ep/k) ≫ n log(n), alors

RI[k] ≃ � exp [� kn log(p/k)] 0 10
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Commentaires :En dimension "raisonnable", il existe des designs tels que le risque minimax estde l'ordre de k log ( epk )ex : Dantzig sele
tor si Σ satisfait propriété d'isométrie restreinte.Explosion en très grande dimension.
 au
un design ne permet de retrouver θ.21/27
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionEstimation du support et rédu
tion de dimensionDe�nitionL'ensemble Cpk (ρ) 
orresponds au θ ∈ θ[k, p] tels que θ 
ontienne exa
tement k
oe�
ient non nuls tous égaux à ρ/√k.Hypothèse : k ≤ p1/3
Σ = 1 suit une distribution gaussienne standard.
σ2 = 1.Proposition (rédu
tion de dimension preque impossible)

ρ2 = � kn log ( pk ) exp [�′ kn log ( pk )] .Il existe une 
onstantes 0 < δ < 1 tel que pour tout ensemble M̂ de {1, . . . , p} detaille p0 ≤ pδ, on a sup
θ∈Cpk (ρ)Pθ,1 [supp(θ) * M̂] ≥ 1/8 .Commentaires :En très grande dimension, il est presque impossible d'estimer le support de θ.Il est même presque impossible de réduire e�
a
ement la dimension duproblème.22/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionSimulationsp = 5000 and p = 200, n = 50.
σ = 1.X suit une loi Gaussienne standardk = 1, . . . , 15.
θ1 = . . . = θk = 4√log(p)/n ≈ 1.30 (resp. 1.65) pour p = 200 (resp. p = 5000) et
θk+1 = . . . = θp = 0.on a ‖θ‖2 = 16k log(p)/n.

23/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionSimulationsp = 5000 and p = 200, n = 50.
σ = 1.X suit une loi Gaussienne standardk = 1, . . . , 15.
θ1 = . . . = θk = 4√log(p)/n ≈ 1.30 (resp. 1.65) pour p = 200 (resp. p = 5000) et
θk+1 = . . . = θp = 0.on a ‖θ‖2 = 16k log(p)/n.Pro
édure de rédu
tion de dimension. On applique les méthodes SIS (Lv et Fan) etLasso pour réduire la dimension à un ensemble M̂S de taille p0 = 50.
al
ul de la puissan
e des pro
édures :Puissan
e :=

Card[M̂S ∩ {1, . . . , k}]k .
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionSimulations
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e des pro
édures de rédu
tion de dimension (SIS andLASSO)24/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusion
θ tel que θ1 = . . . = θk = u√log(p)/n et θk+1 = . . . = θp = 0.Cal
ul u∗k le plus petit u tel que M̂L a une puissan
e plus grande que 0.9.
 u∗k 
orrespond à l'intensité minimale du signal pour que la méthode de rédu
tion dedimension n'oublie pas res 
ovariables pertinentes.
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2
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4
5

6
7

Figure: Signal minimal u∗k en fon
tion de k .25/27



GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionBilanEn dimension raisonnable, le prix à payer pour la grande dimension estlogarithmique.Vitesse atteinte par des pro
édures rapides (ex : lasso)....sous des hypothèses restri
tives sur la 
ovarian
e.un 
ritère simple pour la très grande dimension :k log(p/k)n ≥ 1/2.
 Il est presque impossible d'estimer θ ou même de faire de la rédu
tion dedimension.ex : p = 5000 and n = 50,  k > 4.p = 200 andn = 50,  k > 8.
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GGM Régression linéaire Prédi
tion (P1) Test (P2) Inverse (P3) Con
lusionImpli
ations pour l'estimation des réseaux de gènesEn dimension raisonnable, un prix logarithmique log(p) à payer ....GGM 6= régression 
onditionelles... : estimation des 
lusters
La limite stru
turelle k log(p/k)n ≥ 1/2.ne 
orrespond pas tant au degré du graphe que la quantité :supa∈Γ

[degg (a) ∧( supb∼ga degg (b))]En pratique :É
hantillon X non iid gaussien  
'est en
ore pireConnaissan
es a priori/ intégration de d'autres types de données.27/27


